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主要内容

•

•

•

•



常用推荐算法分类

•

•

•



基于人口统计学的推荐算法

用户a
年龄：25-30
性别：女

用户a

用户b
年龄：30-35
性别：男

用户b

用户c
年龄：25-30
性别：女

用户c

物品A

物品B

物品C

物品D

喜欢

喜欢

喜欢

推荐

相
似



基于人口统计学的推荐算法

•

•

•

•



用户画像

•

•

•



用户画像



基于内容的推荐算法

用户c

电影A
类型：爱情，动作

用户a

用户b

电影A

电影B

电影C

喜欢

喜欢

喜欢
推荐

相
似

电影C
类型：爱情，动作，剧情

电影B
类型：恐怖，悬疑，惊悚



基于内容的推荐算法

•

•

–

•

–



相似度计算

•

•

•

𝑑 𝑥, 𝑦 = 

𝑖

(𝑥𝑖 − 𝑦𝑖)
2

cosθ =
𝑎 ∙ 𝑏

| 𝑎 | × ||𝑏||
=

σ𝑖 𝑥𝑖𝑦𝑖

σ𝑖 𝑥𝑖
2 × σ𝑖 𝑦𝑖

2



基于内容的推荐算法

• 对于物品的特征提取 —— 打标签（tag）

–

–

–

• 对于文本信息的特征提取 —— 关键词

–

–



基于内容推荐系统的高层次结构



所在街区 房屋价格 住房面积 住房格局 是否学区 是否售出

海淀 7000000 120 三室一厅 是 是

朝阳 6000000 100 二室一厅 否 否

昌平 5000000 120 二室一厅 否 是

大兴 6500000 150 三室一厅 否 ？

特征（输入变量 x

特征工程

目
标
（
输
出
变
量y

）



特征工程

•

•

•

•

•

–

–

–

–



𝐹𝑒𝑎𝑡𝑢𝑟𝑒𝑛𝑒𝑤 =
𝐹𝑒𝑎𝑡𝑢𝑟𝑒𝑜𝑙𝑑

𝐹𝑒𝑎𝑡𝑢𝑟𝑒𝑚𝑎𝑥 − 𝐹𝑒𝑎𝑡𝑢𝑟𝑒𝑚𝑖𝑛

数值型特征处理

•

 幅度调整/归一化

•

•



所在街区 房屋价格 住房面积 住房格局 是否学区 是否售出

海淀
7000000/
2000000

=3.5

120/50 
=2.4

三室一厅 是 是

朝阳
6000000/
2000000

=3

100/50 
=2

二室一厅 否 否

昌平
5000000/
2000000

=2.5

120/50
=2.4

二室一厅 否 是

大兴
6500000/
2000000

=3.25

150/50
=3

三室一厅 否 ？

数值型特征处理 —— 归一化



所在街区 房屋价格 住房面积 住房格局 是否学区 是否售出

海淀 3.5 2.4 三室一厅 是 是

朝阳 3 2 二室一厅 否 否

昌平 2.5 2.4 二室一厅 否 是

大兴 3.25 3 三室一厅 否 ？

数值型特征处理 —— 归一化



数值型特征处理 —— 离散化

 离散化

•

•

•



1 ~ 10 11 ~ 20 21 ~ 30 31 ~ 40 41 ~ 50 50 ~ 100

1 ~ 10 11 ~ 20 21 ~ 30 31 ~ 40 41 ~ 50 50 ~ 100

25 0 0 1 0 0 0

60 0 0 0 0 0 1



数值型特征处理 —— 离散化





•

•

  



•

•

数值型特征处理 —— 离散化



类别型特征处理

•

 One-Hot 编码/哑变量

•



格局_一室一厅 格局_二室一厅 格局_三室一厅

一室一厅 1 0 0

二室一厅 0 1 0

三室一厅 0 0 1

Color_red Color_yellow Color_blue

红 1 0 0

黄 0 1 0

蓝 0 0 1

类别型特征处理



所在
街区

房屋
价格

住房面积
住房格局_
一室一厅

住房格局_
二室一厅

住房格局_
三室一厅

学区 非学区 是否售出

海淀 3.5 2.4 0 0 1 1 0 是

朝阳 3 2 0 1 0 0 1 否

昌平 2.5 2.4 0 1 0 0 1 是

大兴 3.25 3 0 0 1 0 1 ？

类别型特征处理



时间型特征处理

•

 连续值

–

–

 离散值

–

–

–

–



统计型特征处理

•

•

•

•



推荐系统常见反馈数据

用户行为 类型 特征 作用

评分 显式
整数量化的偏好，可能的取值是 [0, n]；n 一般取值为 5 

或者是 10

通过用户对物品的评分，可以精确地得到用户

偏好

投票 显式 布尔量化的偏好，取值是 0 或 1 通过用户投票，可以较精确地得到用户偏好

转发 显式 布尔量化的偏好，取值是 0 或 1

通过用户转发行为，可以精确地得到用户偏好。

如果是站内，同时可以推理得到被转发人的偏

好（不太精确）

保存/收藏 显示 布尔量化的偏好，取值是 0 或 1 通过收藏行为，可以精确地得到用户偏好。

打标签

(Tag)
显示 一些单词，需要对单词进行分析，得到偏好

通过分析用户打的标签，可以得到用户对项目

的理解，同时可以分析出用户的情感：喜欢还

是讨厌

评论 显示 一段文字，需要进行文本分析，得到偏好
通过分析用户的评论，可以得到用户的情感：

喜欢还是讨厌

点击浏览

( 查看 )
隐式

一组用户的点击，用户对物品感兴趣，需要进行分析，得

到偏好

用户的点击一定程度上反映了用户的注意力，

所以它也可以从一定程度上反映用户的喜好。

页面停留时间 隐式 一组时间信息，噪音大，需要进行去噪，分析，得到偏好
用户的页面停留时间一定程度上反映了用户的

注意力和喜好，但噪音偏大，不好利用。

购买 隐式 布尔量化的偏好，取值是 0 或 1 购买行为可以很明确地说明用户感兴趣。



基于 UGC 的推荐

•

•

•

–

–

–

–

p u, i = 

𝑏

𝑛𝑢,𝑏𝑛𝑏,𝑖



基于 UGC 简单推荐的问题

•

•

•

五届世界最佳球员莱昂内尔·梅西与阿根廷一起遭遇了更多的心碎 ——

在世界杯1/8淘汰赛上，阿根廷3-4输给了法国队。

梅西在俄罗斯只进了一球，在世界杯淘汰赛阶段还没有进球。尽管被广

泛认为是史上最伟大的球员之一，巴塞罗那球星在他的祖国阿根廷却仍然受

到许多人的质疑，特别是与1986年夺得世界杯的球王马拉多纳相比。曾经的

“球王接班人”如今已年满31岁，他可能已经失去了为祖国争夺荣誉的最后

机会。



TF-IDF

•

•

𝑇𝐹𝐼𝐷𝐹 = 𝑇𝐹 × 𝐼𝐷𝐹

•

•



TF-IDF

• 词频（Term Frequency，TF）

–

𝑇𝐹𝑖,𝑗 =
𝑛𝑖,𝑗
𝑛∗,𝑗

𝐼𝐷𝐹𝑖 = log(
𝑁 + 1

𝑁𝑖 + 1
)

• 逆向文件频率（Inverse Document Frequency，IDF）

–



TF-IDF 对基于 UGC 推荐的改进

•

•

•

p u, i =

𝑏

𝑛𝑢,𝑏𝑛𝑏,𝑖

p u, i =

𝑏

𝑛𝑢,𝑏

log(1 + 𝑛𝑏
(𝑢)
)

𝑛𝑏,𝑖

log(1 + 𝑛𝑖
(𝑢)
)

𝑛𝑏
(𝑢)

𝑛𝑖
(𝑢)



基于协同过滤的推荐算法

• 协同过滤（Collaborative Filtering，CF）

• 基于近邻的协同过滤

–

–

• 基于模型的协同过滤

–

–

–



基于协同过滤（CF）的推荐

•

•

–

–

–

•



基于近邻的推荐

•

•

黑客帝国 泰坦尼克号 虎胆龙威 阿甘正传 机器人总动员

Alice 1 5 2 5 5

Bob 5 1 2 2

Cary 2 ? 3 5 4

Diane 4 3 5 3



基于用户的协同过滤

用户a

用户b

用户c

物品A

物品B

物品C

物品D

相
似

喜欢

推荐



基于用户的协同过滤（User-CF）

•

•

•

–

–



基于物品的协同过滤

用户a

用户b

用户c

物品A

物品B

物品C

相
似

喜欢

推荐



基于物品的协同过滤（Item-CF）

•

•

–

•

–

–



User-CF 和 Item-CF 的比较

•

•

–

•

–

•



基于协同过滤的推荐优缺点

•

–

–

•

–

–

–

–



基于模型的协同过滤思想

•

–

–

–

•

•



基于模型的协同过滤

•

•

–

–

•



隐语义模型（LFM）

• 用隐语义模型来进行协同过滤的目标

– 揭示隐藏的特征，这些特征能够解释为什么给出对应的预测评分

– 这类特征可能是无法直接用语言解释描述的，事实上我们并不需要知道，类似“玄学”

• 通过矩阵分解进行降维分析

– 协同过滤算法非常依赖历史数据，而一般的推荐系统中，偏好数据又往往是稀疏的；这就需要

对原始数据做降维处理

– 分解之后的矩阵，就代表了用户和物品的隐藏特征

• 隐语义模型的实例

– 基于概率的隐语义分析（pLSA）

– 隐式迪利克雷分布模型（LDA）

– 矩阵因子分解模型（基于奇异值分解的模型，SVD）



LFM 降维方法 —— 矩阵因子分解

•

•

𝑅𝑚×𝑛 = 𝑃𝑚×𝑘
𝑇 ∙ 𝑄𝑘×𝑛≈ 𝑅



矩阵因子分解



矩阵因子分解



LFM 的进一步理解

•

•

•



•

•

LFM 的进一步理解



矩阵因子分解

•

• 𝑅

𝑅𝑢𝑖 = 𝑃𝑢
𝑇 ∙ 𝑄𝑖 = 

𝑘=1

𝐾

𝑃𝑢𝑘 ∙ 𝑄𝑘𝑖



矩阵因子分解

• 𝑅



矩阵因子分解

• 𝑅



模型的求解 —— 损失函数

• 𝑅 = 𝑃 × 𝑄

• 𝑅

 损失函数

•

C = 

(𝑢,𝑖)∈𝑅0

(𝑅𝑢𝑖 − 𝑅𝑢𝑖)
2 + 𝑅𝑒𝑔 = 

(𝑢,𝑖)∈𝑅0

(𝑅𝑢𝑖 − 𝑃𝑢
𝑇 ∙ 𝑄𝑖)

2 + 𝜆

𝑢

||𝑃𝑢||
2 + 𝜆

𝑖

||𝑄𝑖||
2

• 𝜆σ𝑢 ||𝑃𝑢||
2 + 𝜆σ𝑖 ||𝑄𝑖||

2 𝜆



模型的求解算法 —— ALS

•

•

 交替最小二乘法（Alternating Least Squares，ALS）

•



ALS 算法

•



ALS 算法



•

•

• min
𝑃,𝑄

𝐶

min
𝑃
[

𝑢,𝑖

(𝑅𝑢𝑖 − 𝑃𝑢
𝑇 ∙ 𝑄𝑖)

2 + 𝜆

𝑢

||𝑃𝑢||
2] = 

𝑢

min
𝑃
[

𝑖

(𝑅𝑢𝑖 − 𝑃𝑢
𝑇 ∙ 𝑄𝑖)

2 + 𝜆||𝑃𝑢||
2]

•

• 𝐿𝑢 𝑃𝑢

𝐿𝑢 𝑃𝑢 =

𝑖

(𝑅𝑢𝑖 − 𝑃𝑢
𝑇 ∙ 𝑄𝑖)

2 + 𝜆||𝑃𝑢||
2



ALS 算法

•

•
𝜕𝐿𝑢

𝜕𝑃𝑢

𝜕𝐿𝑢
𝜕𝑃𝑢

=
𝜕[σ𝑖(𝑅𝑢𝑖 − 𝑃𝑢

𝑇 ∙ 𝑄𝑖)
2 + 𝜆||𝑃𝑢||

2]

𝜕𝑃𝑢
=

𝑖

2 𝑃𝑢
𝑇𝑄𝑖 − 𝑅𝑢𝑖 𝑄𝑖 + 2𝜆𝑃𝑢

= 2 

𝑖

𝑃𝑢
𝑇𝑄𝑖𝑄𝑖 −

𝑖

𝑅𝑢𝑖𝑄𝑖 + 𝜆𝑃𝑢

σ𝑖 𝑃𝑢
𝑇𝑄𝑖𝑄𝑖 − σ𝑖𝑅𝑢𝑖𝑄𝑖 + 𝜆𝑃𝑢 = 0

• 𝑃𝑢
𝑇𝑄𝑖 =

𝑘

𝑃𝑢𝑘𝑄𝑘𝑖 = 𝑄𝑖
𝑇𝑃𝑢

• 

𝑖

𝑄𝑖
𝑇𝑃𝑢𝑄𝑖 −

𝑖

𝑅𝑢𝑖𝑄𝑖 + 𝜆𝑃𝑢 = 0

(

𝑖

𝑄𝑖𝑄𝑖
𝑇 + 𝜆𝐼)𝑃𝑢 =

𝑖

𝑅𝑢𝑖𝑄𝑖



ALS 算法

•

•

[ 𝑄1, 𝑄2, 𝑄3, … , 𝑄𝑛 𝑄1
𝑇 , 𝑄2

𝑇 , 𝑄3
𝑇 , …𝑄𝑛

𝑇 𝑇 + 𝜆𝐼 ]𝑃𝑢 = 𝑄1, 𝑄2, 𝑄3, … , 𝑄𝑛 𝑅𝑢1, 𝑅𝑢2, 𝑅𝑢3, … , 𝑅𝑢𝑛
𝑇

𝑄1, 𝑄2, 𝑄3, … , 𝑄𝑛 = 𝑄

•

𝑃𝑢 = (𝑄𝑄𝑇 + 𝜆𝐼)−1𝑄𝑅𝑢

(𝑄𝑄𝑇 + 𝜆𝐼)𝑃𝑢 = 𝑄𝑅𝑢

•

𝑄𝑖 = (𝑃𝑃𝑇 + 𝜆𝐼)−1𝑃𝑅𝑖

•

•



梯度下降算法

𝐿 𝑃, 𝑄 = 

(𝑢,𝑖)∈𝑅0

(𝑅𝑢𝑖 − 𝑃𝑢
𝑇 ∙ 𝑄𝑖)

2 + 𝜆

𝑢

||𝑃𝑢||
2 + 𝜆

𝑖

||𝑄𝑖||
2

𝜕𝐿

𝜕𝑃𝑢
=
𝜕[σ𝑢,𝑖(𝑅𝑢𝑖 − 𝑃𝑢

𝑇 ∙ 𝑄𝑖)
2 + 𝜆||𝑃𝑢||

2]

𝜕𝑃𝑢
= 

𝑖

2 𝑃𝑢
𝑇𝑄𝑖 − 𝑅𝑢𝑖 𝑄𝑖 + 2𝜆𝑃𝑢

𝑃𝑢 ≔ 𝑃𝑢 − 𝛼 ∙
𝜕𝐿

𝜕𝑃𝑢
= 𝑃𝑢- 𝛼 ∙ [ σ𝑖 2 𝑃𝑢

𝑇𝑄𝑖 − 𝑅𝑢𝑖 𝑄𝑖 + 2𝜆𝑃𝑢]

•

•

•

𝑄𝑖 ≔ 𝑄𝑖 − 𝛼 ∙
𝜕𝐿

𝜕𝑄𝑖
= 𝑄𝑖- 𝛼 ∙ [ σ𝑢 2 𝑃𝑢

𝑇𝑄𝑖 − 𝑅𝑢𝑖 𝑃𝑢 + 2𝜆𝑄𝑖]

•



Q & A


